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Abstract: Das Erlernen von strategischen Brettspielen allein aus Beispielpartien repra-
sentiert eine wichtige Problemstellung im maschinellen Lernen. Wir vergleichen die Eig-
nung von Reinforcement Learning (bestarkendem Lernen, TDL) und Evolutionsstrategie-
en (Neuroevolution, CMA-ES) flr diese Aufgabe. Wir zeigen, dass wesentliche Faktoren
fur Erfolg oder Misserfolg sind: (a) die Wahl geeigneter Merkmale und (b) die Wahl der
richtigen Fitnessfunktion fur Evolutionsstrategien.

Einleitung

Computerprogramme, die gute Gegenspieler in strategischen Brettspielen sind, gehéren
schon seit Jahren zum Forschungsgegenstand der Kiinstlichen Intelligenz, und es wurden
hier auch beachtliche Erfolge erzielt.! Allerdings sind die Programme in der Regel von
menschlichen Experten mit viel Erfahrung im jeweiligen Spiel entwickelt, haben Bibliotheken
erfolgreicher Spiele eingebaut oder sie verfolgen mehr oder weniger aufwandige Suchstrate-
gien. Jedes neue Spiel bedeutet dann wieder einen vollig neuen Analyse- und Codierungs-
aufwand.

Ein generischerer Ansatz bestiinde darin, dass ein Programm durch ,try & error” aus der
Beobachtung und Durchflihrung zahlreicher Spielverlaufe selbst lernen kann, was die besten
Strategien sind. Wenn ein solcher Ansatz gelingt, so ist er viel besser auf andere strategi-
sche Situationen Ubertragbar. Wir verfolgen in unserem Projekt diesen zweiten Ansatz, der
die Bedingungen fir das Lernen an sich erforscht: Wie kdnnen wir es schaffen, dass ein
Computer ohne Strategiewissen, allein durch das Spielen gegen sich selbst, zum Teil ge-
mischt mit dem zufalligen Ausprobieren neuer Spielziige, im Laufe der Zeit hinzu lernt, d.h.
sich in einem solchen fur ihn neuen Spiel sukzessiv besser zu behaupten lernt? Welche Be-
dingungen missen erflllt sein, damit Lernen hier (a) moglich ist und (b) sich méglichst
schnell vollzieht?

Reinforcement Learning

Reinforcement Learning (RL, dt.: Bestarkendes Lernen) ist eine méachtige Optimierungsme-
thode fur komplexe Probleme. Es hat besonders dann seine Vorteile, wenn nicht fur jede
einzelne Aktion eine Belohnung gegeben werden kann, sondern erst spater, nach einer Se-
guenz von Aktionen. Dies ist typischerweise bei Brettspielen der Fall.

Temporal Difference (TD) Learning ist ein konkretes Reinforcement-Lernverfahren, das
durch Sutton und Barto [1] entwickelt wurde und mit Tesauro’s TD-Gammon [2], einem
selbstlernenden Computerprogramm, das das Spiel Backgammon auf Weltklasseniveau
spielt, grol3e Popularitat erlangt hat. Trotz dieses Anfangserfolges stellte sich in spateren
Anwendungen das TD Learning oft als schwierig heraus, da es flr andere Spiele oder leicht
andere Randbedingungen keine guten Ergebnisse erzielte.

! Beispielsweise mit dem Fritz-Schachprogramm (www.chessbase.de), das sich bereits in Turnieren
gegen menschliche Schachweltmeister behauptet hat.
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Wir starteten deshalb ein Forschungsprojekt, um die Bedingungen fur den Erfolg oder MiR3er-
folg von TD-Anwendungen genauer zu studieren. Die grundlegenden Algorithmen fur selbst-
lernende TD-Agenten in Brettspielen sind in [3] detailliert beschrieben.

Evolutionsstrategien, Neuroevolution und CMA-ES

Fir Reinforcement-Learning-Probleme ist ein weiteres Verfahren, die sog. Neuroevolution in
den vergangenen Jahren erfolgreich eingesetzt worden. Hierbei handelt es sich um die Op-
timierung eines Neuronalen Netzes mit den Mitteln der Evolutionsstrategien [4][5]. Wir ver-
wenden in unserem Projekt die Hansen entwickelte CMA-ES (Covariance Matrix Adaptation
Evolution Strategy) [6], die sich als robustes und performantes Optimierungsverfahren bei
komplexen Lernaufgaben herausgestellt hat.

Die Zielsetzung des Projektes

Unser genereller Forschungsgegenstand in diesem Projekt ist das bessere Verstandnis von
Lernvorgédngen im Rahmen komplexer (strategischer) Entscheidungsprozesse. Fortschritte,
die hier erzielt werden, kdnnen die adaptive Entscheidungsfindung in komplexen Steue-
rungs- und Regelungsproblemen weiter voranbringen.

Konkret suchen wir im Rahmen dieses Projektes auf Antworten fur folgende Fragen:

1. Welche Rahmenbedingungen trennen erfolgreiche von erfolglosen Lernversuchen im
Reinforcement Learning?
2. Wie bedeutsam sind (abgeleitete) Merkmale fiir den Lernprozess und kann man
konkret die Nutzlichkeit eines Merkmals im Vorhinein abschéatzen?
3. Gibt es einen signifikanten Performanzunterschied zwischenNeuroevolution mit
CMA-ES und TD-Learning in Bezug auf RL fur strategische Brettspiele?
Die letzte Frage nimmt Bezug auf eine kirzlich von S. Lucas vorgestellte Arbeit [7], in der er
berichtet, dass flr ein bestimmtes strategisches Spiel der TD-Ansatz um einen Faktor 10
schneller lernte als ein auf Evolutionsstrategien basierender Ansatz.
Als Basis fur unsere Untersuchungen nutzen wir das in Abbildung 1 gezeigte Spiel TicTac-
Toe. Dies gehort zu den relativ einfachen Spielen, da es nur 5.890 verschiedene Spielzu-
stande gibt. Trotzdem ist es nicht leicht nur aus Beispielen zu erlernen.

X- move O-move X-move O-move X-move
1 5 S3 Sy S5 = SN

Abbildung 1: Ein beispielhafter Spielverlauf im Spiel TicTacToe, bei dem jeder Spieler versucht, drei
Spielsteine in einer Reihe (horizontal, vertikal oder diagonal) zu platzieren.

Resultate

Die hier dargestellten Ergebnisse sind im Detail in einem aktuellen Beitrag der Autoren zur
Konferenz GECCQO’2009 [8] nachzulesen und bauen auf einer friilheren Arbeit der Autoren
auf [9], aus der wir das TD-Lernverfahren Glbernehmen konnten.

Wir gelangen zu folgenden Antworten fur die im vorigen Abschnitt formulierten Fragen

1. Sowohl falsche Fitness-Funktionen als auch unzulangliche Merkmale (s. nachster
Abschnitt) kbnnen den Lernerfolg stark behindern oder unmdéglich machen. Wenn ei-
ne einfache ,Jeder-gegen-jeden”-Fitness verwendet wird, stellt sich stets eine zu fri-
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he Konvergenz auf schlechte Spieler ein. Es ist wichtig, dass die Opponenten, gegen
den ein Agent seine Fitness ermittelt, Giber langere Phasen des Lernvorganges kon-
stant bleiben. Mit einer Fitness-Funktion F“, bei der die Opponenten ein Pool von 3
Spielern sind, die gelegentlich gewechselt werden, erreichen wir die besten Ergeb-

nisse fur das ,Lernen ohne Lehrer?.

2. Abgeleitete Merkmale sind von ausschlaggebender Bedeutung. Wie Abbildung 2
zeigt, ist es mit der bloRRen Kodierung der Brettposition (Merkmalssatz TO) in der Re-
gel nicht getan. Dagegen findet mit abgeleiteten Merkmalen (Beispiel: 2 in horizonta-
ler Reihe, nicht blockiert durch gegnerischen Stein), wie sie in den Merkmalssatzen
T2, T3 und T4 Verwendung finden, ein mehr oder weniger schneller Lernerfolg statt.
Mit der sog. Feature Set Utility entwickeln wir in [8] ein neues Gutemal3, mit dem sich
die Nutzlichkeit eines Merkmals im Vorhinein abschatzen Iaf3t.

3. Im Gegensatz zu Lucas [7], der in einem anderen strategischen Spiel von einer
10fach langsameren Evolutionsstrategie berichtet hatte, finden wir hier, dass CMA-
ES mit TD-Learning in etwa gleich auf liegt. Dies kann an den besseren Konver-
genzeigenschaften von CMA-ES liegen. Es gilt aber in jedem Fall nur, wenn eine ge-
eignete Fitnessfunktion F* verwendet wird!

CMA, F(4)
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Abbildung 2: Lernerfolg des CMA-ES-Agenten im Spiel TicTacToe. Die horizontale Achse zeigt die
Anzahl der Trainingsspiele (in Tausend), die vertikale Achse die Erfolgsrate der trainierten Agenten.
Jeder Punkt basiert auf der Mittelung Gber 25 trainierte Agenten. Die bloR3e Brettstellung TO) ist als
Merkmalsatz fir RL nicht hinreichend. Dagegen lernen die Merkmalsséatze T2, T3 und T4 vergleichs-
weise schnell eine gute Performance. In allen Fallen fand die im Text beschriebene Fithessfunktion
F“ verwendung [8].

Ausblick

Inzwischen arbeiten wir an dem anspruchsvolleren Brettspiel ,Vier gewinnt* (Connect-4), bei
dem die Zahl der Spielzustande bei iiber 10 liegt. Dieses Brettspiel war schon Gegenstand
verschiedener Diplomarbeiten an der FH Kdéln [10][11][12], die das Problem ohne TD-
Learning bearbeiteten, sowie einer aktuellen Diplomarbeit [13], die erstmalig einen TD-
Agenten einsetzt. Der TD-Agent kann bereits bestimmte Endspiele (Abbildung 3) erlernen,
es fehlt allerdings noch der Einsatz von Merkmalen. Das Spielverhalten des TD-Agenten ist

% Mit ,Lernen ohne Lehrer* bezeichnen wir den Umstand, dass wahrend der Lernphase kein vorab
vorgegebener perfekter oder guter Spieler als Vergleich (auch nicht als Opponent) zur Verfligung
steht.
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daher noch lange nicht optimal, wenngleich er gegen einen zuféllig ziehenden Agenten si-
cher gewinnt.

Eine weitere Ausgestaltung des TD-Learning-
Agenten fur Connect-4 ist geplant. Es sollen ins-
besondere (abgeleitete) Merkmale in den TD-
Lernvorgang mit eingebracht werden. Die in die-
ser Arbeit entwickelte Feature Set Utility kann
hierbei von wesentlicher Hilfe sein fur die Evalu-
ation von Merkmalen.

Fur die allgemeine Herangehensweise an stra-
tegische Lernsituationen mit einer hohen kombi-
natorischen Vielfalt von Zustanden ist es interes-
sant, ein generisches Vorgehen zur Gewinnung
von Merkmalen zu besitzen. Hierfiir erscheinen
uns N-Tupel-Systeme [14] besonders geeignet.
Deren Nutzen fur TD-Learning méchten wir im
Forschungsprojekt SOMA (Systematische Opti-

Abbildung 3: Endspielsituation aus dem Spiel

X . ) C -4.
mierung von Modellen in Informatik und Automa- onnect
tisierungstechnik)[15] weiter untersuchen.
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